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あらまし 本論文では，学習サンプル数に比例する空間計算量を上限として，学習サンプル数に対して線形
オーダの学習時間と定数オーダの認識時間をもつパターン認識手法を提示する．これらの処理時間は理論上最
小のオーダである．学習サンプル集合から識別器を構築するパターン識別方法には，これまでに多くの手法が
提案されている．しかし，その多くは学習サンプル数に対して線形を超えるオーダの学習時間がかかる．一方，
k-NN 法は学習サンプル数に比例した時間で学習が行えるが，学習サンプル数が多くなると識別時間が線形に増
大する問題がある．そこで，本論文では，学習と認識の両方の時間計算量を最小化する新しい手法を提案し，考
察を与える．公開された手書き数字データベースなどに対する認識実験を行ったところ，同一の識別率の条件で
識別速度を比較すると，1-NN法の 100 から 500 倍以上，また，高速な NN探索手法である Locality Sensitive

Hashing の 5 から 50 倍以上高速に識別できることが確認できた．
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1. ま え が き

パターン認識では一般に学習サンプル数が多いほど

高い識別精度を実現できる．しかしながら，学習サン

プル数は，識別精度だけではなく，学習時間，学習に

必要とする記憶領域サイズ，識別時間，識別器のサイ

ズなどにも深く関係する．

近年では実用分野におけるパターン識別問題はいっ

そう大規模化し，大量の学習サンプルを伴う傾向にあ

り，学習と識別処理の高速化は重要な課題となってい

る．このような観点から学習と識別処理の複雑さにつ

いて既存手法を考察する．

本論文で扱う学習とは教師あり学習を指す．Duda

ら [1] にあるように本論文では学習を広義の意味でと

らえ，学習サンプル集合を用いて識別器を構築するも

のを “学習”と呼ぶことにする．

Perceptron をはじめとし，何らかの学習モデルを

設定し，ある規準を用いて最適なパラメータやプ

ロトタイプを求めるための様々な手法が提案されて
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きた．すなわち，Neural Network，Support Vector

Machine（SVM）[2]，Learning Vector Quantization

（LVQ）[3] などである．これらは多くの場合，識別関

数の形はあらかじめ設定されており，最適な識別関数

のパラメータやプロトタイプを学習により求めている．

これらはいずれも降下法を用いて，Θ(t + 1) =

Θ(t)− αt∇E という形式で，パラメータの逐次更新
を行う．ここで，Θはパラメータ集合，E は損失，α

は学習係数である．基本的に 1 回のパラメータ更新

で学習サンプルすべてを参照して損失関数の計算を行

い，これを学習が収束するまで繰り返す．そのため，

一般に学習の計算量が膨大になるという問題があり，

学習サンプル数が大きくなるほど，実用的な適用が困

難になる．また，学習を完了したあとで学習サンプル

を追加する場合は，一般に学習をすべてやり直す必要

がある．

Decision Treeは，識別には木構造探索を行うので，

原理的に識別器のサイズが非常に大きくなったとして

も高速に識別が行える．しかし，この手法は 1位候補

を返すだけで類似度に相当する情報が得られない欠点

がある．学習には，学習サンプルからゆう度が最大に

なるように分割を繰り返して木構造を構築する手法が
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提案されている [4], [5]．

以上の方法は，いずれも学習に多大な負荷を要する．

一方，与えられた学習サンプル集合に対して最も高速

に学習できるのが基本的な k-NN法である [6]．k-NN

法は学習サンプルすべてを記憶領域に格納し，識別器

とする．したがって学習はサンプル数に比例した時間

で行うことができる．しかしながら，識別時間も学習

サンプル数に比例するという欠点がある．

計算幾何学分野における最近傍探索（Closest Point

Search, Nearest Neighbor Search：以下NN探索）の

高速化手法は，直ちにパターン識別手法である k-NN

法の高速化へ適用が可能となるので，いくつかの手法

を取り上げる．

Minskyらは理論上の探索時間最小のアルゴリズム

を文献 [7] の中で紹介した．これによると，2b 個の d

次元の 2 値ベクトルの最近傍を得るには，b × 2d の

記憶領域を使用して，たった 1 度のメモリアクセス

で済む．この事実から直ちに，識別時間最速の 2c 個

(c ≤ b)のクラス識別問題が c× 2d の記憶領域で実現

できることが分かる．しかしながら，この方法は非現

実的な記憶領域と学習時間を必要とする．

k-d tree [8] は，代表的な NN探索のためのアルゴ

リズムである．しかし，探索時間は次元に対して指数

関数的であり，特徴次元数の高いパターン認識に適用

するには困難である．また，この手法も最近傍だけを

返し，候補情報が得られない．

Kanervaは，データを仮想的に広大なメモリ空間に

まばらに分散させて格納・取出しを行う Sparse Dis-

tributed Memory（SDM）を提案した [9]．これによ

り NN探索を実現できる．しかし，並列処理マシンを

前提としており，単一 CPUでは処理時間を要する．

以上のように，学習が高速に行える基本的な k-NN

法では識別に時間がかかり，識別関数の形が固定され

ており比較的識別が速くできる手法では，パラメータ

最適化等のために学習に多大な時間がかかるというジ

レンマがある．特に，識別クラスが多く，それに伴い

学習サンプル数が大規模になるほど，学習時間が膨大

になる．

本論文ではこれを踏まえて，高速な学習及び高速な

識別の両方の特徴をもつ手法 Power Space Similarity

method（PSS）を提案する．

PSSは，学習処理は学習サンプル数に対して線形時

間で行え，識別処理は学習サンプル数に依存せず定数

時間で行える．また，すべてのクラスに対して類似度

に相当する尺度を返す．

PSSは，識別処理を完全一致検索処理に落とし込む

ことにより，学習時及び識別時の空間計算量を多く使

用する代わりにこのような特徴を実現する．

PSSは学習・識別に多数の離散的な符号化を行うと

いう部分が Indykが提案した高速NN探索手法である

Locality Sensitive Hashing（LSH）[10] に似ている．

LSHは，データを複数のハッシュ値で表現してデータ

の格納・検索を行う．近いデータ同士のハッシュ値は

同じ値をとるという原理に基づく確率的なハッシュ関

数を使用することにより，NN探索の近似アルゴリズ

ムを実現する．LSHは，プロトタイプ数にほぼ比例し

たデータ構造作成時間を実現している．

しかしながら，LSH は NN 探索のためのアルゴリ

ズムで，探索時にクエリとプロトタイプとの厳密な距

離計算を伴う．これに対して，PSSはパターン識別ア

ルゴリズムであり，識別関数を作成して各クラスとの

類似度を求め，未知パターンと学習サンプルとの間の

個々の距離計算は行わない．

KobayashiはPSSの原型をLSHよりも早く考案し，

産業用 OCR 製品に実用化している [11]．しかし [11]

では実装方法のみを述べている．本論文では定式化を

行い，実験データを示すことにより，提案手法の有効

性を明らかにする．

以下，2. では PSS の原理を述べ，学習・識別処理

における計算量を示す．3.では識別性能について理論

的な根拠と原理の一般化について考察する．4.では手

書き数字認識に対する適用実験を示し，1-NN法と識

別性能の比較を行う．5.ではパターン識別手法の観点

から LSH との性能の比較と考察を行う．また，各種

法の学習時間と識別器サイズについて述べる．6.では

まとめと今後の課題を述べる．

2. PSSの原理

まず，PSSの基本的な考え方を述べる．

PSS では，特徴ベクトルは離散的な値をとるもの

とし，これを複数のベクトル（これも離散値のベクト

ル）に分割する．学習処理では，それらを辞書領域に

分散して格納する．識別処理では，入力パターンの特

徴ベクトルを学習時と同じ方法で複数ベクトルに分割

し，それらをキーとして辞書から一致するベクトルを

検索し，そこに記録されているクラス集合の中で最も

高い評価関数値を返すクラスを識別結果とする．以下

に，原理の詳細を示す．
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2. 1 表記法の導入

PSSの処理は，様々なベクトル空間とその符号化が

関係する．以降の議論のために，いくつかのベクトル

空間について特定の表記法を導入する．

N 個の整数，0, 1, 2, . . . N − 1の順列を成分とする

ベクトルの全体が張る空間を次のように定義する．

Facto(N) = {x | x = (k0, k1, . . . , kN−1),

k0k1 . . . kN−1は 0, 1, 2 . . . N − 1の順列 } (1)

すべての x ∈ Facto(N) は，大きさが等しく，

|x| = √
N(N − 1)(2N − 1)/6である．すなわち，こ

の集合のすべてのベクトルは原点を中心とする N 次

元超球面上に乗っている．本論文では，特徴ベクト

ル空間としてこれを採用する．なお，パターンから

Facto(N) に属する特徴ベクトルを取り出す方法は，

5.2で述べるように，N 次元の実数値特徴ベクトルを

作成したあとで，Facto(N)に写像すればよい．

ベクトルの成分として 0または 1 をとる N 次元ベ

クトルの全体が作る空間を {0, 1}N と表記する．

{0, 1}N = {b | b = (b0, b1, . . . , bN−1), bi = 0, 1}
(2)

次に，{0, 1}N の部分集合として，次の集合を定義

する．

Combi (N, j) = {e | e ∈ {0, 1}N , |e|2 = j} (3)

すなわち，成分が 1のものの個数が j 個，0のもの

の個数が N − j 個であるベクトルの全体である．

2. 2 ベクトルの分散表現

Facto (N)のベクトルを複数のベクトルに分割する

手続きについて述べる．

例として，ベクトルx = (0, 1, 2, . . . , N−1)を取り上

げる．次式は，x を Combi (N, 1),Combi (N, 2), . . . ,

Combi (N,N − 1)から一つずつ選んだ N − 1個のベ

クトルの和で表現している．

(0, 1, . . . , N − 1) = (0, 0, . . . , 0, 0, 0, 1)

+ (0, 0, . . . , 0, 0, 1, 1)

...

+ (0, 1, . . . , 1, 1, 1, 1).

任意の x ∈ Facto (N)は，同様に次の形で表現でき

ることは自明である．

∀x ∈ Facto(N),x =
N−1∑

j=1

ej , ej ∈ Combi (N, j).

(4)

このとき，上記の ej の集合 {ej}を，xの分散表現

と呼ぶことにする．

2. 3 評 価 関 数

今，クラス数を nC とし，クラス Ck(k = 1 ∼ nC)

に属するmk 個の学習パターンのうち i番目の学習サ

ンプルを x(i,k)(i = 1 ∼ mk)と書くことにする．全学

習サンプル数をmとする (m = Σmk)．また，未知パ

ターンを x∗ とする．

パターン x(i,k)，x∗の分散表現をそれぞれ {e(i,k)
j }，{

e∗
j

}
とする．このとき，識別のための評価関数を次

のように定義する：

sk (x
∗) =

∣∣∣∣∣{e
∗
j} ∩

mk⋃

i=1

{e(i,k)
j }

∣∣∣∣∣．(j = 1 ∼ N − 1)

(5)

これは {e∗
j}のうち，学習パターン {e(i,k)

j } の中に
一致するものが存在する個数を示している．クラスご

とにこの値を計算し，最大値をとるクラスを識別結果

とする．sk(x
∗)は 0 ∼ N − 1の範囲の値をとり，学

習に使用したサンプルは必ず最高点 (N − 1)となるこ

とは自明である．

2. 4 学習モデルとしての識別関数

式 (5) の計算は，仮想的に，2N 次元で入力ベクト

ルとクラスのベクトルとの内積計算を行っていると考

えられる．それを以下に述べる．

空間 {0, 1}N のべき集合 2{0,1}N

を考えれば，{e∗
j}，

mk⋃
i=1

{e(i,k)
j }のどちらも，2{0,1}N

の元である．言い換

えれば，2進数

u=u0 u1 . . . uN−1(uk =0 or 1, u=0 ∼ 2N − 1)

を用いて，2N 次元の 2値ベクトルb = (bu) ∈ {0, 1}2N

を考えるとき，buをオン・オフすることにより，{0, 1}N

の任意の部分集合を {0, 1}2N

に属する 1 個のベクト

ルとして表現することができる．

したがって，e∗
j，e

(i,k)
j はすべて {0, 1}N のベクト

ルであることに注意すると，{e∗∗j}，
mk⋃
i=1

{e(i,k)
j } を

{0, 1}2N

のベクトル b∗ = (b∗u)，bk = (bk
u) で表現す

ることができる．このとき，式 (5)は，次の式 (6)に

示すように二つのベクトルの内積計算を行うことと等

983



電子情報通信学会論文誌 2006/11 Vol. J89–A No. 11

図 1 PSS の線形識別構造
Fig. 1 PSS as a linear classifier structure.

価になる．

sk(x
∗) =

2N−1∑

u=0

b∗ub
k
u = (b∗, bk) (6)

すなわち 2N 次元の空間で線形識別を行っている．

式 (6) において線形識別パラメータであるそれ

ぞれの bk
u は，学習サンプルの分散表現で e

(i,k)
j =

(u0, u1, . . . , uN−1) となるものが一つでも現れれば 1

がセットされ，それ以外は 0となる．これは仮想的に

2N 次元での識別関数のパラメータ学習を行っている

ことを意味する．これが PSSの学習モデルである．

図 1に，識別関数の入力，重み，出力の構成を図示

する．

2. 5 アルゴリズムの実装と計算量

各クラス Ck(k = 1 ∼ nC)について，式 (5)の値を

計算する識別器を作るためには，e∗
j と一致するものを

{e(i,k)
j }の中から検索できる構造を作ればよい．
追加と検索が高速に行えるデータ構造のためのア

ルゴリズムとして，ハッシュ法，トリー，ソート済み

データに対するバイナリーサーチなどがある．

ハッシュアルゴリズムのオープンアドレス法では，

1 件のデータの追加，検索は総データ件数に対して

O(1) 時間で行える．これをもとに学習，識別の時間

を見積もると，学習時間の計算量は，k = 1 ∼ nC ,

i = 1 ∼ mk, j = 1 ∼ N−1について，すべての e
(i,k)
j

をクラス番号 kとともに識別構造に追加することであ

るので，O(Nm)となる．

また，識別器の大きさはハッシュ表のサイズとなる

が，最終的なロードファクタ（ハッシュ表の利用率）

を固定すれば，
∣∣∣∣
mk⋃
i=1

{e(k),i
j }

∣∣∣∣が識別器のサイズと考え

ることができるので，これは O(Nm)を下回る．学習

時の空間計算量もこれに等しい．

識別時間の計算量は，初期値 sk = 0 (for all k)と

し，e∗
j (j = 1, . . . , N − 1)について，一致するものを

識別器の中から検索し，ヒットしたクラス番号 kの sk

の値をインクリメントすればよいので，O(NnC) と

なる．

以上をまとめると，次元数 N，クラス数 nC を固定

すれば，学習は学習サンプル数mに対して比例した時

間で行え，識別は定数時間で行える．したがって，本

提案手法は，学習サンプル数に関して基本的な k-NN

法に匹敵する最も速いオーダの学習手法を実現できる．

更に，識別についても，最速オーダの識別手法である．

本提案手法では，すべてのクラスに対して評価関数

を算出している．つまり，すべてのクラスの類似度情

報が得られる．したがって，識別時間はクラス数には

比例する．

3. 理論的考察

ここでは PSS の識別性能に関する理論的根拠と原

理の一般化を考察する．

3. 1 サンプルの分布

学習サンプル集合はパターンの真の出現分布に従い，

ランダムにサンプリングされたものとする．

関数 pk(x)を，クラス Ck に関する確率密度関数と

する．Facto(N) は離散的な空間なので，学習サンプ

ルを 1個抽出したとき，x におけるクラス Ck に属す

るパターンの出現確率を pk(x)とする．

ベイズ識別則により，未知パターン xに対して，確

率密度関数最大となるクラスを求めることが最適な識

別結果であるので，kmax = argmax{pk(x)}となるク
ラス Ckmax を見つけることが目的となる．

今，確率密度関数は急激に変化せず，局所的には大

体一定であると仮定する．つまり，点 xを含む局所的

な領域 R(x) では，∀x′ ∈ R(x)，pk(x
′) ∼= pk(x) で

あるとする．

3. 1. 1 シミュレーション（その 1）

式 (5)において sk(x
∗)は pk(x

∗)が変化したときに

どのような値をとるか確かめることにする．

すなわち，ある観測点 x∗ で pk(x
∗) を変化させた

とき，確率密度関数に従う m 個のサンプルをランダ

ムに発生させて，sk(x
∗)がとる値の分布を求める．

これは次のように形を変えて計算機プログラムを作

成し，シミュレーションを行うことで実現できる．

空間全体で Ck に属するパターンの出現確率は一様
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図 2 サンプル数を変化させたときの sk(x) のヒストグ
ラム

Fig. 2 Histogram of sk(x) according to the number

of samples.

であるものとする．Ck に属するサンプルを空間内にラ

ンダムにmk 個発生させる．多数の観測点 xで sk(x)

の値を計算し，ヒストグラムをとる．固定した m に

対して pk(x)を変化させるということはmk が変化す

ることであるから，様々にmk を変化させて計測を行

う．シミュレーションでは次元数 N = 24 とし，mk

を 20 ∼ 225 とし，観測点を Facto(N) のランダムな

10万点とした．

図 2に示されたとおり，sk(x)はサンプル数と対応

し，sk(x)の平均値付近を中心にして釣鐘型に分布す

る．この観察から，ある観測点 x∗における sk(x
∗)に

はその点における pk(x
∗)の情報が含まれているとい

える．したがって，各クラスについて sk(x
∗) の値を

計算し，最大の値をとるクラス Ck を識別結果とする

ことができると期待できる．

3. 1. 2 シミュレーション（その 2）

しかし，sk(x
∗) の値にはばらつきがあるので，

p1(x
∗) > p2(x

∗) のとき必ずしも s1(x
∗) > s2(x

∗)

となるとは限らない．ここでは，学習サンプル数を変

化させたときに，sk(x
∗)を測ることによってどの程度

の識別能力があるかを確かめるために，次のような計

算機シミュレーションを行う．

二つのクラス C1，C2 の場合を考える．空間全体で

p1(x)，p2(x)は一様とし，サンプル数mを変化させ

たときの，s1(x)，s2(x)を識別尺度としたときの精度

を調べる．p1 : p2 = 0.7 : 0.3, 0.9 : 0.1 の場合につい

て実験した．次元数 N = 24 とした．なお，s1 = s2

のときはクラス C1，C2 をランダムに選ぶことになる

（シミュレーションでは 1/2 ずつ正解のカウントを配

図 3 サンプル密度と認識率の関係（N = 24）
Fig. 3 Relation between sample density and classifi-

cation rate.

分する）．図 3に結果を示す．

認識率は，おおむね，学習サンプル数を増加させる

と単調に上昇し，極大に到達したあと下降に転じる．

おおむね m = 25 ∼ 224 と広い範囲にわたり，それ

ぞれの場合で，1-NN法の理論的最良の認識率である

0.72 + 0.32 = 0.58，0.92 + 0.12 = 0.82を上回ってい

る．最大値はそれぞれ，0.657，0.899となり，ベイズ

識別性能 0.7，0.9 にかなり近いことが分かる．つま

り，完全ではないが，確率的にかなりの識別能力があ

ることが分かる．

以上の実験は p1(x)，p2(x) が空間内で一様という

前提であったが，p1(x)，p2(x) が一様でない一般の

場合についてここで述べる．この場合も，空間内の各

局所領域では確率密度関数は一定と仮定できる．した

がって，局所領域の認識率の総和である全体の認識率

もサンプル数がある範囲ではほぼ単調に増加すると推

測される．このことから，一般の問題への適用におい

ても，学習サンプル数を調節することにより，認識率

を極大に到達させることができると思われる．そして，

そのときの認識性能が実用的に十分なレベルであれば，

このアプローチは有用であるということになる．

3. 2 原理の一般化

PSSの原理を 2.～3.1では特定の空間を使って議論

した．しかし，ベクトルを複数のベクトルに分割して

表現するという発想は，特定の空間の場合でなくて，

もっと一般化することができる．

すなわち，S を特徴ベクトル空間として，Q1, Q2,

. . ., QK を離散的な空間とするとき，

x ∈ S,x =
J∑

j=1

ej , ej ∈ Qk, k = 1, 2, . . . ,K (7)
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図 4 細め処理と太め処理
Fig. 4 Erosion and dilation processes.

と，一般性を失うことなく xを {ej}に分割する操作
が実現できる．ここで J ≥ K とする．このようにし

ても，2.～3.1の議論は成り立つ．

例えば，ベクトルxは実数ベクトルであり，大きさが

すべて 1にそろえられているとする．ランダムな直交行

列M1,M2, . . . ,MK を用意し，xにM1,M2, . . . ,MK

を掛けてK 個のベクトル y1,y2, . . . ,yK を作成する．

これらを {0, 1}N に量子化したものを xの分散表現と

する．これにより実数ベクトル空間でのパターン認識

が実現できる．我々はこの方式においても 3.1.2のシ

ミュレーションを行い，同様の結果が得られることを

確認した．

4. 手書き数字認識による実験

ここでは，実際のデータを用いて PSSの評価実験を

行う．頻繁に再学習することを要したり，カテゴリー

数が膨大な識別が本手法の評価には向いているが，公

開されたデータベースに対して評価を示すために手書

き数字パターンを使用する．

4. 1 実験の方法

実験には，公開されているオフライン手書き数字

データベースMNIST [12]と，企業により収集された

手書き数字データベース（BIRDS database）を使用

する．

MNISTは，学習用サンプルパターン数 60,000 個，

評価用パターン数 10,000個で，現在までに多くの手法

の性能実験が行われているため，提案手法の性能の位

置付けが分かる．しかし，提案手法において，学習サ

ンプル数と認識性能の関係を見るためにはMNISTの

サンプル数は十分ではない．提案手法では，学習・認

識処理が高速であり，60,000 個の学習はすぐに終わっ

てしまい，その学習の本来の能力をもてあます．そこ

で，BIRDS databaseを使用し，より大量の学習サン

プルを使って，学習サンプル数と認識率の関係を調査

する．また，認識時間，使用メモリサイズについて測

定する．比較のために，同一の特徴ベクトルを用いた

(a) (b)

図 5 特徴ベクトル A の作成 (a) 図 4 (I−2)～(I+4) を
重ね合わせた画像．(b) 作成した特徴ベクトルの視
覚化）

Fig. 5 Preparation of the feature vector A. (a) su-

perimposed image from images in Fig. 4, (b)

visualization of a created feature vector.

1-NN法での性能も測定する．

4. 2 特徴ベクトル作成方法

特徴ベクトルの作成方法について述べる．MNIST

は，手書き文字画像（以下，文字画像）がモノクロ多

値データで格納されている．特徴抽出を行うために，

前処理として 2値化処理と文字画像の切出し処理を行

う．2値化の方法は，元画像のピクセル値が 256階調

なので，しきい値 128で 2値に変換する．次に，黒画

素のXY 座標値の最大最小を求め，文字画像の外接矩

形で切出しを行う．

PSSでは，特徴ベクトルは Facto(N)に属する必要

がある．そこへ到達する前に，まず，2 値の文字画像

から N 次元実数ベクトルを作成する．

もとの文字画像を I0 とする．これに対して，太め処

理を段階的に施したもの I+1, I+2, I+3, I+4，細め処

理を段階的に施したもの I−1, I−2を作る（図 4）．これ

らをすべて重ね合わせて，多値画像を作る（図 5 (a)）．

この処理は文字の太さに対して正規化を行う効果が

ある．

こうしてできた画像に対して，領域を縦横NX，NY

に等分して，N = NX × NY 個の小領域を作る．こ

の小領域内の画素値の合計を成分とするベクトルを作

る．これで N 次元実数ベクトルが得られる．これを

特徴ベクトル Aとする（図 5 (b)）．
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(a) (b)

図 6 特徴ベクトル B の作成
Fig. 6 Preparation of the feature vector B.

また，別の特徴ベクトル作成方法について述べる．

各小領域の画素値の合計が等しくなるような小領域に

分割することを考える．そのためには，図 6 (a)に示

されているように，まず N ′
X 個の縦分割で画素値合計

が等しくなるように分割位置を決定する．次にその各

領域について，画素値合計が等しくなるようにN ′
Y 個

の横分割位置を決定する（図 6 (b)）．こうして分割さ

れた小領域の面積を成分とする特徴ベクトルを作る．

これを特徴ベクトル B とする．

こうして得られた実数ベクトルを Facto(N) の

ベクトルに写像する方法を述べる．この処理はベ

クトルの量子化である．すなわち，N 次元実数

ベクトル v = (v0, v1, . . . , vN−1) に最も近い x =

(x0, x1, . . . , xN−1) ∈ Facto(N)を選択する．これは，

ベクトル v の成分の順序情報だけに縮約することであ

り，v の成分を小さい順に

vi0 < vi1 < · · · < viN−1

と並べたときの序数に着目して，

xi0 = 0, xi1 = 1, · · · , xiN−1 = N − 1

となるようにベクトル x の成分を設定すればよい．

実験では，特徴ベクトルとしてこの二つの方法を採

用し，それぞれ識別器を作成し，二つの認識結果を足

し合わせたものを最終的な認識結果とする．

4. 3 MNISTを用いた実験

実験では，次元の大きさを 3 段階用意した．す

なわち，特徴 A(NX × NY )+ 特徴 B(N ′
X × N ′

Y ) =

3× 5+ 4× 4 = 31次元（small），4× 6+ 5× 5 = 49

次元（medium），5× 7+ 6× 6 = 71次元（large）で

ある．

MNISTの 60,000個の学習サンプルでは，medium

が一番認識率がよかった．比較のため，同一条件

による 1-NN 法の測定も行った．実験環境は，PC

（CPU：Celeron2.80 GHz，メモリ 1GByte），OSは

表 1 MNIST に対する認識性能
Table 1 Classification performance on MNIST.

図 7 PSS の学習サンプル数と認識率の関係
Fig. 7 Relation between the number of learning sam-

ples and the classification rate.

Windows-Xpである．測定結果を表 1に示す．

1-NN識別の性能を見ると，この実験で用いた特徴

は大体標準的なレベルであると思われる [13]．PSSの

認識率は 1-NNよりも少し劣っている．一方，PSSの

識別時間は非常に高速であり，1-NN法の 700倍以上

となっている．

4. 4 BIRDS databaseを用いた実験

BIRDS database には，手書き数字 0～9が各 1万

9,000 サンプル，合計 19 万サンプル格納されている．

このうちの 18 万サンプルを学習用に，1 万サンプル

を評価用に使用した．

この実験では，次元数 3 段階（small，medium，

large）すべてについて性能を測定する．学習サンプル

数と認識率の関係を図 7に示す．

次元数 smallでは，学習サンプル数 3,000 セットで

極大となり以降は認識率が下がっていく．mediumで

は 14,000セット以降認識率が頭打ちとなっている．こ

の近辺が極大であると見受けられる．large では，認

識率は一貫して上昇し続けており，極大には到達して

いない．

学習サンプルを増加させて認識率が下がるという現
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図 8 PSS と 1-NN 法の認識率
Fig. 8 Classification rates of PSS and 1-NN.

象は，3.1で考察したように，空間内にサンプルが密

になりすぎたことによると考えられる．

次に，比較のため 1-NN法の認識率測定結果を図 8

に示す．同じ学習サンプル数では，PSSよりも 1-NN

法の方が認識率が高い．この理由は，3.1で仮定した

局所領域で確率密度関数が一定であるという条件に外

れるためであると推測される．

学習サンプル数が同一という条件での比較では PSS

は劣るが，この実験では，PSSはサンプル数が多いと

き，少ないサンプル数における 1-NNの認識率を上回

ることができる場合もある．NN法はサンプル数が多

図 9 認識率と認識時間の関係
Fig. 9 Relation between the classification rate and

the classification time.

いほど認識率は上昇するが，サンプル数を多くすると

認識時間が線形に増加する．そこで，両者の識別時間

を計測し，認識率と識別速度の関係を見ることにする．

この実験では，PSSの速度の極限を知るため，使用

メモリサイズを多くし，ハッシュテーブルサイズを大き

くとった．その結果サイズは約 110MByteとなった．

図 9に結果を示す．横軸に認識率，縦軸に識別時間

をとる．識別時間は 1-NNと PSSで違いが大きすぎる

ので対数目盛を使用している．実験より，同一の認識

率では，PSSは 1-NN法の 100倍から 500倍以上高速

であるという結果が得られた．また，PSSのmedium

の識別時間は，0.0080から 0.0087ms，largeは 0.016

から 0.017ms と，学習サンプル数にかかわらず，ほ

ぼ一定であった．

4. 5 PSSの改良

本節では，識別率の向上のための改良方法について

考察する．

先の 2.4では，仮想的に 2N 次元での識別関数のパ

ラメータ学習を行っていることを示した．そこで，パ

ラメータ bk
uを調節して，認識率を最大化するための各

種の手法が利用できる．文献 [14]では，Bagging [15]

や Boosting [16], [17] などの手法を試している．

ここでは，単純アンサンブル学習の考え方を利用し

て，識別器サイズ，識別時間のオーダは増加せずに認
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識率を向上させる手法を提示する．

たくさんの識別器を作成して，それぞれの識別器で

得られた評価関数の平均を最終的な識別尺度とするこ

とを考える．M 個のサンプルを使用して一つの識別

器を作るものとするとき，今，非常にたくさんのサン

プルがあるとして，M 個ずつに分ければ，多数の識別

器を用意することができる．図 10 のように，非常に

多数の識別器の識別結果の平均ということは，各線形

識別器の重み係数の期待値で識別を行うことと等価で

ある．

Ck に属する 1 個のサンプルで識別器を作成したと

き，bk
u = 1 となる確率を pu,k とする．Ck に属する

M 個のサンプルで識別器を作成したときの bk
u = 1と

なる確率は，1− (1− pu,k)
M である．したがって，極

めて多数の識別器を作成して識別尺度 sk の平均をと

ることは，

E[sk]=

2N−1∑

i=0

b∗uE[bk
u]=

2N−1∑

i=0

b∗u(1− (1− pu,k)
M )

となる．ただし，真の pu,k は分からないので，サンプ

ルデータから推定した値 p̂u,k を使用する．

この方法で MNIST で実験したところ，認識率は

95.94%から 96.24%に上昇した．一方，この方法によ

る識別時間のオーダは変わらない．

しかし，この方法は識別器のデータ構造や評価関数

図 10 多数の識別器の統合
Fig. 10 Ensemble of many classifiers.

の計算処理がやや複雑になるため識別時間は 2～3 倍

程度遅くなるという実験結果を報告している [14]．

5. LSHとの比較と考察

5. 1 LSHの仕組み

ここでは，LSHによるパターン認識への適用と PSS

との比較を行う．LSH は NN 探索の近似アルゴリズ

ムである．以下に LSHの仕組みを述べる．

距離空間内の 2 点を p，q とする．d(p, q)を p と

q の距離とする．ハッシュ関数H が次のような性質を

もつとき locality sensitiveであるという．
• d(p, q) が小さいとき，確率 Pr[H(p) = H(q)]

は 1に極めて近い．
• d(p, q) が大きくなると確率 Pr[H(p) = H(q)]

は急激に 0に近づく

このような性質をもつ h 個のハッシュ関数

H1,H2, . . . ,Hh を用意すれば，d(p, q) がある程度小

さいとき，確率Pr[H1(p) = H1(q) or H2(p) = H2(q)

or . . .Hh(p) = Hh(q)]は 1に十分近く，d(p, q)が大

きいと 0 に近いような形にすることができる．図 11

に例を示す．hはハッシュ関数の個数を表す．これに

よって，プロトタイプ p1, p2,. . . , pm と任意のクエ

リ q が与えられたとき，q の近くに存在する点をほと

んど見つけ，遠くに離れている点はあまり見つからな

いような検索用のデータ構造を作ることができる．そ

して，近くに存在する可能性の高い少数のプロトタイ

プとだけ正確な距離計算を行えばよいので，高速かつ

高精度の NN 探索アルゴリズムが実現できる．すな

わち，{p1,p2, . . . ,pm}の中から H1(pi) = H1(q) or

図 11 距離とハッシュ関数の一致の確率
Fig. 11 Distance and coincidence probability of lo-

cality sensitive hash functions.
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H2(pi) = H2(q) . . . or Hh(pi) = Hh(q) であるよう

な点 pi を最近傍候補としてこの全体を R とする．q

とRの各点について距離を計算し，一番近いものを探

索結果とする．

LSHによる NN探索の計算時間は，h回のハッシュ

検索の処理と，最近傍候補との |R|回の距離計算処理
の合計である．適切なハッシュ関数を選べば，プロト

タイプ数 m に比べて非常に小さい距離計算回数だけ

で，しかも，高精度で最近傍を見つけることが可能と

なる．ハッシュ関数の形によって，探索誤差に対する

|R|の上限は求められる．
上のような性質をもつハッシュ関数の例としてはバ

イナリー空間におけるランダムな射影がある．

5. 2 LSHによるパターン識別プログラムの実現

LSH によって返された NN 探索結果の属するクラ

スを識別結果とすれば，直ちにパターン識別プログラ

ムとなる．

先の4.の実験ではFacto(N)での識別を扱っており，

1-NN法もFacto(N)での距離計算を行っている．した

がって，比較のために LSHを実装するには Facto(N)

における適切なハッシュ関数を用意する必要がある．

ここでは NN識別としての LSHと提案手法の性能を

比較することが目的であるので，実験によって LSH

の条件を決定している．我々はいろいろ試した結果，

効果的なハッシュ関数として次のような 2種類の例を

見つけた．

ここで f = (f1, f2, . . . , fN ) ∈ Facto(N)とする．
• ハッシュ関数（その 1）

各 k(k = 1 ∼ N − 1) に対して Combi(N, k) で f

に最も近い点を c = (c1, c2, . . . , cN ) とする．このと

き，H(f)を cの各成分を並べた 2進数 c1c2 . . . cN と

する．このハッシュ関数は PSS で用いた分散表現と

同一である．ハッシュ関数の数は最大 N − 1個になる

が，k が 0 または N に近いとき一つのハッシュ関数

でたくさんの最近傍候補を見つけてしまいがちであり，

逆に k が N/2 に近いときほとんど見つけることがで

きない可能性がある．したがって，効果的でない kの

値はあらかじめ省いておくこともできる．
• ハッシュ関数（その 2）

f からランダムに N ′ 個 (N ′ < N) の成分を取り

出して f ′ とする．適当な k に対して Combi(N ′, k)

の中で f ′ に最も近い点を c′ = (c′1, c
′
2, . . . , c

′
N′) と

する．このとき H(f) を c′ の各成分を並べた 2 進数

c′1c
′
2 . . . c

′
N′ とする．これも，N ′ が小さく k が 0 ま

たは N ′ に近いときは一つのハッシュ関数でたくさん

の点を見つけてしまいがちであり，N ′ が大きく k が

N ′/2 に近いときは点をほとんど見つけることができ

ない．したがって適切なN ′，kを設定する必要がある．

5. 3 実 験 結 果

前節 5.2に示したハッシュ関数を使用して，MNIST

及び BIRDS database で認識率と識別時間の計測を

行った．

ハッシュ関数を構成するパラメータ (k,N ′)及びハッ

シュ関数の数 h，また，学習サンプル数によって LSH

の認識率と識別時間は大きく変化する．実験ではパラ

メータを様々に変化させた．

MNISTでは，学習用サンプル 60,000個すべてを使

用して LSH の識別器を作成し，実験に用いた．結果

を図 12 に示す．なお，図 12，図 13 では縦軸に対数

目盛を使用している．

認識率と識別時間はトレードオフの関係にあり，わ

ずかに認識率を低下させるだけで，識別時間を大幅に

短縮できることが分かる．しかしながら，LSHは識別

時間の短縮を追求していくと PSS の認識率を下回っ

てしまう．ほぼ同一の認識率の場合では，LSHの識別

時間は PSSの約 30倍となった．

次に，BIRDS database ではハッシュ関数のパラ

メータのほかに，学習サンプル数，特徴次元数をいろ

いろと変えて計測した．

図 13 に結果を示す．ここでもやはり，各種条件を

様々に変えることにより，任意に認識率と識別速度の

レベルを選択できることが確認できた．LSHは基本的

な 1-NN法の識別時間を大幅に短縮できる．それでも

図 12 MNISTにおける LSHの認識率と認識時間の関係
Fig. 12 Relation between the classification rate and

the classification time on MNIST.
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図 13 様々なパラメータでの LSH の認識性能
Fig. 13 Classification performance of LSH with var-

ious parameters.

なお，同一の認識率という条件では，LSHの最良のパ

ラメータでも PSSより約 5～50 倍遅いという結果に

なった．

5. 4 考 察

LSHでは，検索して見つかった最近傍候補すべてに

対して距離計算を行っている．ハッシュテーブルの検

索処理は比較的高速であるのに対して，距離計算は一

つのベクトルにつき N 回の乗算を行わなければなら

ない．識別処理の時間の大部分はここで占められる．

LSHは総当りの探索よりは大幅に処理時間を短縮する

ことができる．それでも今回用いたデータベースによ

る実験では，学習サンプルは 1 万～18 万個と多いの

で，1パターンの認識には約 100回から数千回程度の

距離計算を行っている．したがって，およそ数千から

数十万回の乗算と加算を要する．

一方，PSSではハッシュテーブルの探索回数はN−1

回であり，評価関数の計算は学習サンプル数にかかわ

らず最大 NC × (N − 1) 回の加算を行うにすぎない．

実験で用いた値は NC = 10, N = 31, 49, 71 である

から，1 回の識別でたかだか 300～700 回程度の加算

だけで済む．

このような理由により，LSH でいかに最適なハッ

シュ関数を用いたとしても PSS に匹敵するほど識別

時間を短縮することは不可能と思われる．

先の 2.4で示したとおり，PSSは線形なクラス識別

関数の構造をしており，これが識別速度の点で根本的

に LSHと差が出る理由である．また，PSSはなぜこ

のような構造で高い識別性能を示すのかという根拠，

すなわち，なぜ学習サンプルとの距離計算を直接しな

くて済むのかという点については 3. で示した．した

がって，PSSはベクトルを複数のベクトルでハッシュ

するという部分は LSH に似ているが，識別構造とし

ては全く異なっているということができる．

なお，LSHには様々なアルゴリズムのバリエーショ

ンがある．しかしながら，本論文で扱ったデータベー

スで試した範囲では，これ以外で良好な認識率を示す

方法を見つけることができなかった．

5. 5 学習時間と識別器サイズ

LSHによる識別器サイズは，ハッシュ関数の数を h

とすると O(hm)となる．実験ではハッシュテーブル

のサイズを大きくとり，識別器のサイズは 110MByte

とした．

PSS と LSHのどちらも，プログラムによる様々な

実装方法があり，識別器サイズは異なってくる．実質

的には識別器サイズは両者同程度であると思われる．

学習は，PSS，LSHのどちらも学習サンプル集合を

1回走査するだけで済む．学習用サンプルのファイル

からデータを 1件ずつ読み込みながらハッシュテーブ

ルに追加していくので，ファイル読込みが完了した時

点で識別器の作成が完了する．

PSS，LSH とも，識別器作成に要した時間は，

MNIST の場合，ハードディスクからのデータ読込

み処理も含むトータルの時間で約 5秒であった．なお，

1-NN法では約 4秒であった．

これらいずれの手法も，学習処理時間は他のパラ

メータ最適化学習を行う手法に比べて非常に高速で

ある．

6. む す び

学習サンプル数に対して学習時間が線形のオーダで

あり，かつ，識別時間がサンプル数に対して定数オー

ダである学習・識別手法 PSSを提案し，理論的な考察

を与えた．

更に，オフライン手書き数字認識の実験を行い，識

別時間は基本的な NN法に比べて極めて高速であるこ

とを確認した．また，高速なNN探索手法である LSH

と比較を行い，パターン識別手法としては，識別速度

の点で PSSの方が十分に優位であることを確認した．
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MNISTによる実験では，PSSは 1-NN法より識別

率は若干低かった．一方，識別時間は PSSの方が 700

倍以上速かった．また，MNISTよりも大量のサンプ

ルデータを用いた実験において，認識率同一の条件下

で識別時間の比較をしたところ，PSSは 1-NN法に対

して 100から 500倍以上，LSHに対して 5から 50倍

以上高速であるという結果を得た．

また，PSSの改良手法について提示し，識別性能が

向上できることを確認した．

また，PSSの学習時間は基本的な NN法に匹敵する

ほど高速であった．

提案手法は学習サンプル数に対してスケーラブルで

あり，逐次学習が可能なため，従来適用が難しかった

大規模かつ多数クラスの識別問題ほど効果を発揮する

と思われる．また，その基本原理はシンプルであるの

で，一般化の考察を深めることにより，様々な応用が

可能になると思われる．

今後の課題としては，様々な分野の実際の問題に対

して適用して有効性を検証することである．また，提

案手法は狭義のパターン認識分野にとどまらず，デー

タマイニング分野への適用も可能であると考える．こ

の方向についても更に研究を深めていきたい．
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